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Abstract— In this research an intelligent hybrid architecture is proposed based on neuro-fuzzy systems that
is able to guide the robot in unknown environments. Initially, the system is not able to navigate, but after a trial
and error period and some collisions, it improves in guiding the robot to the goal efficiently. This architecture
is hierarquical and consists in two modules that generate innate behaviors, like obstacles avoiding and target
reaching. The approach is consolidated in simulation and validated en real environments. To this end, this
system has been implemented using Saphira simulator. Experiments in a real environments show the efficiency
and learning capabilities of the navigation system, validating the intelligent hybrid architecture for mobile robots
applications.

Keywords— robot autonomous navigation, neuro-fuzzy networks, fuzzy systems, robotics, reinforcement
learning.

Resumo— Nesta pesquisa é proposta uma arquitetura h́ıbrida inteligente baseada em sistemas neuro-fuzzy
para capacitar o robô a alcançar alvos, ou pontos metas, em ambientes desconhecidos. Inicialmente, o sistema
não tem habilidade para a navegação, após uma fase de experimentos com algumas colisões, o mecanismo de
navegação aprimora-se guiando o robô ao alvo de forma eficiente. A arquitetura é hierárquica e costitiui-se de
dois módulos responsáveis por gerar comportamentos inatos de desvio de obstáculos e de busca ao alvo. A
abordagem já consolidada em simulação foi validada em ambientes reais neste trabalho. Para tanto, este sistema
foi implementado e testado no simulador Saphira e experimentos em ambientes reais demonstraram a eficiência e
a capacidade de aprendizagem do sistema de navegação, validando a arquitetura h́ıbrida inteligente para aplicação
em robôs móveis.

Keywords— navegação autônoma de robôs, redes neuro-fuzzy, sistemas fuzzy, robótica, aprendizagem por
reforço.

1 Introdução

A necessidade da criação de sistemas e desen-
volvimento de novas tecnologias para a substi-
tuição do trabalho humano é uma vertente em
ascensão na humanidade. Tais sistemas devem
ser capazes de executar tarefas sem que haja
alguma interferência externa (sistemas indepen-
dentes). Incluindo-se nesta classe, o problema
de navegação autônoma de robôs consiste no de-
senvolvimento de mecanismos de tomada de de-
cisão para um ou mais robôs móveis em um am-
biente arbitrário no qual devem realizar determi-
nadas tarefas de forma autônoma, como atingir
alvos, desviar de obstáculos, explorar ambiente,
etc (Calvo and Figueiredo, 2003) (Cazangi and
Figueiredo, 2002) (Crestani et al., 2002). Diver-
sas aplicações para tais sistemas vêm motivando
os pesquisadores desta área, como por exemplo,
limpeza de ambientes, embarcações, transporte de
materiais, sistema de vigilância e tarefas consid-
eradas arriscadas para o ser humano (Rao and
Fuentes, 1996).

Algumas abordagens de sistemas de naveg-
ação consideram que o ambiente (topologia e even-
tos) é totalmente conhecido e todos os posśıveis
eventos pertencem a um número finito de classes
conhecidas (ambientes estáticos e controlados).

Neste caso, o sistema de navegação pode ser pro-
gramado com antecedência, com poucos ou nen-
hum parâmetro adaptável. Há grandes expecta-
tivas para aplicações da robótica onde o ambi-
ente é totalmente desconhecido. Pelo menos, neste
caso, a autonomia é uma caracteŕıstica essen-
cial para sistemas de navegação, em particular,
e para sistemas de controle em geral (Crestani
et al., 2002). A aprendizagem de sistemas de
navegação autônoma inteligente é baseada nas it-
erações com os ambientes de navegação tornando
o conhecimento prévio da topologia do ambiente
desnecessário. A aprendizagem ocorre se o sistema
de navegação não exibe um desempenho aceitável
ou se novas experiências ocorrem. Essas premissas
são investigadas em uma simples classe de prob-
lemas de navegação: o ambiente é desconhecido,
há somente um alvo no ambiente e o robô pre-
cisa alcançá-lo evitando colisões contra obstácu-
los (Vershure, 1998).

Sistemas de navegação são propostos uti-
lizando robôs móveis, adicionando a estes ca-
pacidade de mobilidade e autonomia para inter-
agir adequadamente com diversos ambientes am-
pliando o campo de novas aplicações. Medeiros
e Romero (2004) apresentam uma rede neural
do tipo multi-camadas para controle de um robô



móvel em um chão de fábrica. Métodos proba-
biĺısticos de mapeamento e localização são utiliza-
dos para a navegação do robô móvel Pioneer I,
capacitando-o a transportar documentos entre lo-
cais distantes (Bianchi and Romero, 2003). Quiles
(2005) propõe um sistema de visão computacional
baseado em redes neurais multi-camadas para ca-
pacitar um robô móvel a seguir um objeto de de-
terminada cor e forma evitando colisões com ob-
stáculos.

O presente trabalho estende a idéia proposta
em (Calvo and Figueiredo, 2003) visto que al-
gumas modificações estão sendo propostas para
tornar o sistema operacional em tempo real. Um
sensor a laser é acoplado ao sistema para a iter-
ação do robô com o ambiente. O sistema modifi-
cado é testado utilizando-se o simulador Saphira e
testes em tempo real realizados com o robô móvel
Pioneer I do LABIC-ICMC-USP. Os experimen-
tos apresentam comparações de desempenho en-
tre as simulações efetuadas no sistema proposto
em (Calvo and Figueiredo, 2003) e os testes real-
izados com o Saphira e com o robô móvel.

Este artigo é organizado como segue. Seção 2
descreve o sistema de navegação. O modelo do
robô ideal utilizado em (Calvo and Figueiredo,
2003) e do robô móvel Pioneer I é definido na
Seção 3. O módulo de localização de alvos para
auxiliar na caputura dos mesmos é descrito na
Seção 4. Resultados de simulação e dos testes em
tempo real são mostrados, além de uma compara-
ção para propósitos de avaliação de desempenho,
na Seção 5. Uma breve discussão sobre os resulta-
dos obtidos e possibilidades para trabalhos futuros
são apresentados na Seção 6.

2 Sistema de Navegação Autônoma

O sistema de navegação autônoma consiste de
três módulos principais, conectados a um neurônio
de sáıda. Dois destes módulos, Sistema Nebu-
loso de Busca ao Alvo (SBA) e Sistema Nebuloso
de Desvio de Obstáculos (SDO) geram compor-
tamentos instintivos. Um repertório de coorde-
nação (RC) estabelece (após o processo de apren-
dizagem) pesos adequados para ponderar os com-
portamentos gerados pelos módulos SBA e SDO e
combiná-los no neurônio de sáıda (Figura 1).

2.1 Repertório de Coordenação

Se o sistema de navegação consistisse somente dos
sistemas nebulosos e se eles operassem juntos sem
nenhuma coordenação, haveria muitas situações
conflitantes e o desempenho da navegação seria
certamente insatisfatório. A função do repertório
de coordenação (RC) é coordenar os comporta-
mentos instintivos, gerados pelos sistemas SDO e
SBA.

O módulo RC é formado por três redes neurais

nebulosas não-supervisionadas: Rede de Desvio de
Obstáculos (RDO), Rede de Busca ao Alvo (RBA)
e Rede de Distância ao Alvo (RDA). As redes são
conectadas a diferentes tipos de sensores: sensores
de distância a obstáculos, direção ao alvo e distân-
cia ao alvo, respectivamente (Figura 1).

A arquitetura das redes consiste de duas ca-
madas de neurônios nebulosos (neurônios mode-
lados de acordo com a Teoria Nebulosa (Gomide
and Pedrycz, 1998)). A primeira camada é con-
strutiva, ou seja, no instante em que o ciclo de
aprendizagem é acionado, alguns neurônios são in-
seridos na primeira camada. Cada neurônio da
primeira camada se conecta com o campo senso-
rial de distancia a obstáculos, direção ao alvo e
distancia ao alvo (rede RDO, RBA e RDA, respec-
tivamente). Há somente um neurônio na segunda
camada, que é conectado com todos os neurônios
da primeira camada.
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Figura 1: Arquitetura do sistema de navegação
autônomo

As redes do RC influenciam no balanceamento
de cada comportamento instintivo do robô (busca
de alvo e desvio de obstáculos), baseando-se no
mapa do ambiente (vetores de sinais fornecidos pe-
los sensores). Assim, a rede RDO aprende a asso-
ciar classes de mapas do ambiente, com situações
de eminência de colisão. O processo de apren-
dizado é ativado a todo o instante que o robô
colide contra um o obstáculo (tc). A rede RBA
aprende a associar classes de sinais de direção ao
alvo com o comportamento adequado de busca ao
alvo. O processo de aprendizagem é ativado a
todo instante em que o robô captura um alvo (ta).
A rede neural RDA aprende a associar classes de
sinais de distância ao alvo com momentos em que
o robô deve adotar o comportamento de busca ao
alvo. O processo de aprendizagem é ativado a todo
instante ta. Os detalhes das arquiteturas, do pro-
cessamento neural e do processo de aprendizagem
são detalhados em (Calvo and Figueiredo, 2003).

Após o processo de aprendizagem, o módulo
de coordenação pondera os sinais provenientes dos



módulos inatos, balanceando os comportamentos
instintivos. As sáıdas das redes do módulo de co-
ordenação estabelecem os pesos sinápticos para o
neurônio de sáıda. O método de aprendizagem
por reforço é utilizado para estas redes. A todo
instante tc um neurônio é inserido na rede RDO.
Os pesos sinápticos, então, recebem os sinais dos
sensores de distância a obstáculos. Analogamente,
a todo instante ta um neurônio é inserido nas re-
des RBA e RDA e os pesos sinápticos assumem os
valores dos sinais dos sensores de direção ao alvo
e de distância ao alvo, respectivamente.

3 Modelo dos Robôs

Para o sistema de navegação em (Calvo and
Figueiredo, 2003) é definido um modelo de robô
ideal para avaliar a estratégia de aprendizagem
através de simulações.

O robô ideal utilizado nas simulações do sis-
tema não apresenta dinâmica interna (Figura ??),
sua velocidade é constante e sua direção pode as-
sumir valores entre [−15o, 15o]. O robô contém
três classes de campos sensoriais com o objetivo de
obter informações provenientes do ambiente. Tais
classes são: 1) Os sensores de obstáculo estão dis-
postos na parte frontal do robô (de -90o a 90o)
em um número de 50 sensores com a finalidade
de obterem a distância entre o robô e o obstáculo
mais próximo; 2) Os sensores de direção ao alvo
estão distribúıdos ao longo do peŕımetro do robô
em uma quantidade de 100 sensores. A sáıda de
cada sensor está relacionada com o ângulo entre
sua direção e o alinhamento do robô com o alvo; 3)
Os sensores de distância ao alvo fornecem ao sis-
tema a distância entre o robô e o alvo. Um único
sensor captura a distância desejada. Tal distância
é mapeada e convertida para todos os 51 sensores
de distância ao alvo através de uma função gaus-
siana.
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Figura 2: Pionner I

Tornando posśıvel a validação do sistem neu-
ral nebuloso em experimentos reais, todo o de-
senvolvimento do sistema de navegação e experi-
mentos foram realizados sob a plataforma do robô
móvel Pioneer I 1 (Figura 3). Este robô está mon-
tado sobre um eixo de duas rodas que lhe per-

1ActivMedia Robotics - http://www.activmedia.com

mite fazer rotações e movimentos para frente e
para trás. O robô é movido por dois motores com
movimentação por diferencial. Suas capacidades
de odometria variam bastante dependendo da su-
perf́ıcie por onde ele está se locomovendo.

O robô móvel Pioneer I possui sete sonares
ultra-sônicos sendo cinco deles localizados na
parte frontal, um na lateral direta e um na lat-
eral direita. Devido aos sonares não apresentarem
medições satisfatórias para as tarefas de desvio de
obstáculo, foi acoplado ao robô um sensor laser
denominado Proximity Laser Scanner (PLS). O
sensor é capaz de rastrear o ambiente com um ân-
gulo de visão de 180 graus, resolução angular de
0,5 graus, distância máxima de 50 metros.

Figura 3: Pionner I

4 Módulo de Localização de Alvos (LA)

O módulo LA consiste no método de mapeamento
(MM) do ambiente e no método de localização
(ML), com o intuito de gerar o mapa do ambiente e
localizar o robô no ambiente mapeado, respectiva-
mente. No sistema neural nebuloso, o módulo LA
supre a necessidade de informação a respeito da
direção e distância do alvo, pois através deste mó-
dulo a posição do robô passa a ser conhecida (com
erro de odometria minimizado).Com a posição do
alvo já fornecida, é posśıvel obter informações da
direção e distância do mesmo. Essas informações,
então, são fornecidas para os sensores de direção
e de distância ao alvo, respectivamente. O mó-
dulo LA requer os sinais dos sensores de distância
de obstáculos (sensor laser) para efetuar a tarefa
de mapeamento do ambiente que auxilia na de-
terminação da posição do robô. De acordo com
as modificações citadas, a arquitetura do contro-
lador autônomo sofre alterações como é mostrado
na Figura 4.

4.1 Método de Localização (ML)

O método ML incorporado neste trabalho é a Lo-
calização de Markov (Fox et al., 1998), um método
probabiĺıstico que mantém várias hipóteses a re-
speito da posição do robô em um ambiente que
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Figura 4: Arquitetura do sistema de navegação
autônomo para ambientes reais

possuem um peso associado representando um fa-
tor probabiĺıstico numérico. Este método de local-
ização tem como objetivo encontrar a distribuição
de probabilidades sobre todos os posśıveis locais
do ambiente.

Seja l = 〈x, y, θ〉 uma posição no espaço de
estados, em que x e y são coordenadas cartesianas
do robô e θ é a sua orientação, estabelece-se a dis-
tribuição Bel(l) sobre todos os locais l que indica
a probabilidade do robô estar nas posições l. No
entanto, a distribuição Bel(l) expressa a crença
subjetiva de que o robô possui em estar na posição
l. Se a posição inicial do robô é conhecida, então
a distribuição é Bel(l) é centrada na posição cor-
reta (valor modal da distribuição), caso contrário,
esta é uniformemente distribúıda pra refletir tal
incerteza.

A Localização de Markov aplica dois modelos
probabiĺısticos diferentes para atualizar Bel(l): 1)
um modelo de ação para incorporar os movimen-
tos do robô; 2) um modelo perceptual para atu-
alizar a crença baseando-se na entrada sensorial.
A movimentação do robô é modelada pela proba-
bilidade condicional p(l|l′, a) que especifica a prob-
abilidade de que uma ação a, quando executada
em l′, leve o robô para l. Dessa forma, Bel(l) é
atualizada de acordo com a fórmula geral prove-
niente do domı́nio das cadeias de Markov, dada
pela equação 1:

Bel(l) =
∑
l′

p(l|l′, a)Bel(l) (1)

em que o termo p(l|l′, a) representa um modelo da
cinemática do robô. Na implementação proposta
por (Fox et al., 1998), foi assumido que os erros
de odometria são normalmente distribúıdos.

As leituras dos sensores são integradas
de acordo com uma fórmula de atualização
Bayesiana. Seja s uma leitura de sensor e p(s|l)
a probabilidade de se perceber s dado que o robô
está na posição l, então Bel(l) é atualizada de
acordo com a regra da seguinte equação:

Bel(l) = αp(s|l)Bel(l) (2)

em que o α é um fator de normalização que
garante que Bel(l) totalize 1 sobre todo l.

O método de Localização de Markov imple-
mentado em (Bianchi and Romero, 2003) utili-
zou o algoritmo de Monte Carlo que consiste na
representação da distribuição (crença) Bel(l) por
um conjunto de amostras s associadas a um fa-
tor numérico de importância p. Tal fator indica a
probabilidade da amostra ser relevante para a de-
terminação da posição do robô. A crença inicial é
obtida gerando-se aleatoriamente N amostras da
distribuição prévia P (so), e atribuindo-se o fator
de importância uniforme N−1 para cada amostra.

4.2 Método de Mapeamento

O mecanismo de locomoção de um robô de
maneira autônoma em ambientes não estrutura-
dos ocorre por meio do conhecimento, a cada in-
stante, da sua localização no ambiente. A tarefa
de localização de um robô móvel é alcançada
em (Bianchi and Romero, 2003) utilizando o algo-
ritmo de Monte Carlo citado na Seção 4.1. Porém,
esse método requer a existência de um mapa do
ambiente, que pode ser de dif́ıcil construção de
forma manual.

O método para o mapeamento de ambientes
utiliza uma representação probabiĺıstica e reticu-
lada da informação espacial chamada Occupancy
Grid (OC). A construção de mapas de ambientes
é efetuado através dos sensores de distância ao
alvo que apresentam rúıdos. As células do es-
paço reticulado onde o método OC é aplicado ar-
mazenam uma estimativa probabiĺıstica de seu es-
tado definido como livre ou ocupado (Elfes, 1989).

Um procedimento de estimativa Bayesiano
permite a atualização incremental do método OC
usando leituras realizadas por vários sensores so-
bre múltiplos pontos de vista. A variável de estado
associada a uma célula m〈x,y〉 da representação
espacial é definida como uma variável aleatória
discreta com dois estados, livre e ocupada, de-
notadas EMP e OCC, respectivamente. Dessa
forma, o método OC corresponde a um campo
aleatório de estados discretos e binários. Uma vez
que os estados das células são exclusivos e exaus-
tivos, P (〈x, y〉 = OCC) + P (〈x, y〉 = EMP ) = 1.

5 Resultados

Nesta seção é apresentada a validação do sistema
de navegasção proposto em ambientes reais. Para
tornar válida a abordagem de aprendizagem ado-
tada em (Calvo and Figueiredo, 2003) foi con-
cebido um simulador de robô móvel (SR). Desta
forma, pode-se notar a eficiência da proposta de
acordo com os resultados obtidos em simulação.

A validação do sistema de navegação ado-
tado no sistema neural nebuloso ocorre através
da análise de comparação do desempenho dos ex-



perimentos realizados no simulador de robô móvel
(SR), no simulador Saphira (SS), designando um
estágio anterior aos testes em ambientes reais
por oferecer comportamentos do robô semelhantes
aos comportamentos reais, e em ambientes reais
(AR). O sistema de navegação é validado com
sucesso se este apresentar, em SS e AR, desem-
penho semelhante ou melhor ao desempenho ap-
resentado no simulador SR. O desempenho do sis-
tema caracteriza-se não somente pela proporção
do número de colisões pelo número de caputras
ocorridas e sim pelo número de capturas entre
duas colisões consecutivas.

Vale ressaltar que algumas adaptações foram
necessárias no sistema de navegação para que este
seja aplicado em AR. O sensor laser (PLS) é
acoplado ao robô Pioneer I para desempenhar a
tarefa dos sensores de distância de obstáculos. No
robô móvel não há a presença f́ısica de sensores
que detectam o alvo. Assim como ocorre no simu-
lador SR, a posição do alvo é fornecida ao sistema
e então é encontrado o sensor de direção ao alvo
que se encontra mais alinhado com o alvo dentre
todos os sensores posicionados, virtualmente, no
peŕımetro do robô. Ainda com a posição do alvo
fornecida e juntamente com a posição do robô (por
ele conhecida), é encontrada a distância entre o
robô e o alvo pelo sensor virtual de distância ao
alvo.

Primeiramente são apresentados os resultados
de simulação quando somente o sistema SDO é ex-
ecutado. Neste caso, os alvos presentes no mundo
são desconsiderados e a tarefa do robô é somente
explorar o mundo sem que ocorram colisões. Para
que o sistema SDO opere adequadamente, ou seja,
gere o ângulo de rotação do robô, são necessárias
as informações daquele sensor de distância a ob-
stáculo que detectar o obstáculo mais próximo do
robô. Tais informações são: o sinal detectado do
sensor e sua posição angular no peŕımetro do robô.
Observa-se na Figura 5 que não houve colisões
contra obstáculos, mostrando a eficiência do sis-
tema SDO em AR.

(a) (b) (c)

Figura 5: Trajetória do robô quando somente o
sistema SDO é executado (a) simulador SR; (b)
simulador SS; (c) AR

Em seguida, são realizados experimentos
quando o sistema SBA é executado isoladamente
e validando-o para a aplicação em AR. Com este
módulo em execução, o robô não torna capaz de
desviar dos obstáculos presentes no ambiente e sua
tarefa passa a ser, somente, alcançar o(s) alvo(s).

Para que o módulo inato SBA opere adequada-
mente, é necessária a informação do sensor de di-
reção ao alvo que detectar o alvo com mais inten-
sidade, ou seja, o sensor que estiver mais alinhado
com o alvo. Tal informação se refere à posição an-
gular do sensor no peŕımetro do robô. A Figura 6
ilustra experimentos do sistema SBA nos simu-
ladores (SR e SS) e em AR. Nota-se que a captura
do alvo torna-se imposśıvel quando um obstáculo
intercepta o caminho do robô ao alvo confirmando
a eficácia do sistema SBA.

(a) (b) (c)

Figura 6: Trajetória do robô quando somente o
sistema SBA é executado (a) simulador SR; (b)
simulador SS; (c) AR

O módulo RC é o último componente da ar-
quitetura do sistema neural nebuloso a ser vali-
dado. o módulo RC agrupa os sistemas SDO e
SBA de modo a ponderar os comportamentos con-
flitantes gerados, tornando o robô capaz de adap-
tar a um mundo desconhecido e, após a etapa
de aprendizagem, alcançar alvos evitando colisões
contra obstáculos. Os experimentos para o mó-
dulo RC são realizados no ambiente ilustrado na
Figura 7. Durante a simulação, somente um alvo
está presente no mundo. Após a captura, o alvo
(capturado) é eliminado e um novo alvo é inserido
no mundo. As Figuras 8 e 9 mostram a trajetória
para a captura de um alvo e o gráfico de desem-
penho do sistema de navegação, respectivamente.

(a) (b) (c)

Figura 7: Modelo de ambiente para o experimento
do módulo RC (a) simulador SR; (b) simulador SS;
(c) AR

(a) (b) (c)

Figura 8: Trajetória do robô quando o módulo RC
é executado (a) simulador SR; (b) simulador SS;
(c) AR



(a) (b)
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Figura 9: Desempenho do sistema de navegação
autônomo (a) simulador SR; (b) simulador SS; (c)
AR

Para avaliar o desempenho do sistema de
navegação, apresenta-se os gráficos da Figura 9 em
que a quantidade de colisões sofridas pelo robô e
as capturas dos alvos são representadas pela curva
mais espessa e pela curva fina, respectivamente.
As curvas são plotadas em um plano que repre-
senta a quantidade de eventos (colisão e captura)
na ordenada pelo número de iterações ocorridas
na abscissa.

Verifica-se por meio dos gráficos que o de-
sempenho do sistema de navegação foi semelhante
entre os simuladores (SR e SS) e no AR. Du-
rante o processo de adaptação ao ambiente, o
robô sofre seguidas colisões e a captura dos alvos
o estimula a capturar novos alvos. Isto mostra
que o sistema proposto anteriormente (Calvo and
Figueiredo, 2003), executado num ambiente ide-
alizado (simulador SR), é robusto e funciona em
aplicações de tempo real. Isto foi conseguido
graças ao recurso agregado ao robô: o sensor laser
(PLS). Os resultados obtidos pelos experimentos
realizados valida o sistema neural nebuloso para a
sua aplicação em AR pelo fato de apresentar um
desempenho semelhante ao simulador SR.

6 Conclusão

O sistema de navegação foi testado e validado por
um extenso conjunto de experimentos de naveg-
ação agrupados em 3 classes: 1) simulação em
SR; 2) simulação no ambiente Saphira; 3) exper-
imentos em AR. Os experimentos demonstraram
que o sistema é aplicável em ambientes reais apre-
sentando resultados semelhantes aos de simulação
não perdendo sua caracteŕıstica de adaptabilidade
e autonomia. Uma das contribuições desse tra-
balho está associada à integração do módulo LA,
oferencendo autonomia ao sistema apresentado
anteriormente (Bianchi and Romero, 2003).

Como trabalhos futuros pode-se citar a uti-
lização do modelo da arquitetura do controlador
autônomo juntamente com o mecanismo de apren-
dizado por reforço para aplicação de tarefas envol-
vendo múltiplos robôs de forma cooperativa e/ou

competitiva, como por exemplo, exploração de
ambientes. Assim, pretende-se dotar cada robô de
um contolador autônomo semelhante ao apresen-
tado neste trabalho. Outro ponto a ser pesquisado
é a implantação de sensores reais que detectam a
orientação do alvo, como por exemplo, sensores de
luminosidades.

Referências

Bianchi, R. E. and Romero, R. A. F. (2003). Robô
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